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Формула мысли
Прогнозирование американского фондового рынка с помощью нейронных 
сетей
Использование методов искусственных нейронных сетей как инструмента прогнозиро-
вания финансовых рынков является относительно новым и перспективным направле-
нием, которое может выявить механизмы принятия решений рядовыми участниками 
рынка.

В теоретической части данной статьи описаны 
общие принципы, на основе которых строятся 
искусственные нейронные сети. В практической 
части статьи рассматриваются практические 
результаты прогнозирования с помощью двух 
нейронных сетей — сети Левенберга-Марквардта, 
использующей обобщенный метод обратного 
распространения ошибки, и синергетической сети 
Германа Хакена.

Особое внимание в ходе прогнозирования 
динамики фондового рынка будет уделено выяв-
лению ключевых факторов, влияющих на форми-
рование доходности на финансовые инструмен-
ты, в частности явлению обращения средних по 
знаку.

Общие принципы построения 
искусственных нейронных сетей

Учитывая те уникальные характеристики, которы-
ми обладает наш мозг, неудивительно, что многие 
исследователи пытаются применить знания о его 
функционировании на практике, в частности, для 
ряда различных физико-математических задач 
и разнообразного прогнозирования. Модели, кото-
рые построены по принципу функционирования 
нейронов головного мозга, называются искусствен-
ными нейронными сетями. 

Для того чтобы построить любую нейронную 
сеть, необходимо задать ряд важнейших парамет-
ров, которые будут непосредственным образом 
влиять на функционирование сети.

Сергей Головачёв
научный сотрудник Центра фундаментальных 
исследований ГУ – ВШЭ
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ти значений пороговой функции, однако 
их непрерывность создает значительные 
удобства при математических пост-
роениях. Зачастую также используют 
разные функции активации для разных 
слоев, например, логистическую для 
входного и пороговую или линейную для 
выходного.

В-третьих, большую роль играет то, 
каким образом в сети будут представле-
ны исходные данные для последующей 
обработки. Существует два принципи-
ально разных подхода к представлению 
этой информации:

Априорные данные об окружающей ��

действительности, достоверность 
которых не подвергается сомнению. 
Мы будем использовать данный 
подход при прогнозировании финан-
совых рядов с помощью сети Германа 
Хакена.
Эмпирические наблюдения за окру-��

жающей действительностью, которые 
могут быть лишь ее искаженным 
отражением. Мы будем использовать 
данный подход при прогнозировании 
финансовых рядов с помощью сети 
Левенберга-Марквардта.
В-четвертых, необходимо задать 

алгоритм обучения нейронной сети. 
Пожалуй, это наиболее сложный и при-
нципиальный вопрос на начальном эта-
пе построения. В зависимости от метода 
обучения, искусственные нейронные 
сети делятся на две большие группы. 

Первая группа представляет собой 
сети, которые обучаются на определен-
ном, заданном извне наборе обучаю-
щих примеров. Здесь можно выделить 
стандартные сети прямого прохода 
(feed-forward), а также рекуррентные 
(recurrent) нейронные сети, или сети с 
обратной связью. Важной особенностью 
и преимуществом рекуррентных сетей 
(в частности, сетей Элмана и Джордана) 
является то, что наряду с текущими 
входными значениями они также обра-
батывают свои собственные «ответы» 
за прошлый временной период. Таким 
образом, при построении рекуррентной 

сети создается некий аналог долго-
срочной памяти — прошлых входных 
значений, которые имеют определенное 
влияние на текущее принятие реше-
ний. Соответственно, в ходе обучения 
рекуррентной нейронной сети важ-
на последовательность, в которой ей 
предъявляются обучающие примеры. 
Наиболее эффективным методом обу-
чения данной группы нейронных сетей 
является метод обратного распростране-
ния ошибки, который также может быть 
представлен в обобщенном виде мето-
дом Левенберга-Марквардта. Именно 
такую сеть мы будем использовать в 
одном из практических разделов данной 
статьи.

Вторая группа нейронных се-
тей — это самообучающиеся структуры, 
которым не предъявляются никакие 
обучающие примеры, среди них се-
ти Хопфилда, Кохонена, «машины 
Больцмана». В частности, архитектура 
сети Хопфилда стремится максимально 
точно воспроизвести структуру нейро-
нов головного мозга: предполагается, что 
существует определенное количество 
одинаковых нейронов, которые имеют 
симметричные связи (синапсы) со всеми 
остальными нейронами. Обучение сети 
происходит по так называемому правилу 
Хебба, которое основывается на пред-
положении о том, что нейроны облада-
ют обратной связью. Следовательно, в 
случае эффективного взаимодействия 
связь между i-м и j-м нейроном укрепля-
ется, в противном, ослабевает. Одним из 
основных преимуществ сети Хопфилда 
считается ее хорошая адаптивность и 
устойчивость по отношению к шумовой 
компоненте данных — поэтому данную 
сеть часто используют для распозна-
вания различных образов. В рамках 
данной статьи мы будем использовать 
самообучающуюся синергетическую 
сеть Германа Хакена.

Традиционно считалось, что само-
обучающиеся нейронные сети более 
эффективны и дают более точные и 
корректные прогнозы, поскольку они 

Во-первых, следует определить ар-
хитектуру нейронной сети. Для этого 
следует определить число слоев с нейро-
нами, число нейронов в каждом слое и 
связи между нейронами и соответству-
ющими слоями. В практической части 
данной статьи мы будем использовать 
простую трехслойную сеть с двумя вход-
ными значениями, двумя нейронами в 
скрытом слое и одним выходным значе-
нием, которое будет являться ориенти-
ром для прогноза.

Во-вторых, следует задать функцию 
активации нейронов в каждом слое. 
Входное значение для функции акти-
вации — это суммарный вклад всех 
нейронов слоя, взвешенный по соот-
ветствующим весам (синапсам). При 
этом важное преимущество нейронной 
сети по сравнению, например, с рег-
рессионными моделями состоит в том, 
что эти веса не являются раз и навсегда 
жестко определенными. Напротив, они 
меняются с течением времени, что как 
раз соответствует принципам функци-
онирования головного мозга. Однако в 
отличие от нейронов мозга, которые, как 
отмечалось выше, генерируют опреде-
ленный сигнал или «молчат», функция 
активации искусственных нейронов 
далеко не всегда бывает исключительно 
пороговой, вида (выражение 1):

1   if s 0  
f (s)

1    otherwise,
>

= −
где s — это взвешенная сумма всех 

входных данных для данного слоя.
В частности, в практических построе-

ниях популярны следующие нелинейные 
функции активации (выражение 2):

se
sf

+
=

1
1)( — стандартная логисти-

ческая функция с облас-
тью значений [0;1]

ss

ss

ee
eesf

+
−

=)( — гиперболический 
тангенс с областью 
значений [-1;1]

Границы областей значений этих 
функций совпадают или близки к облас-
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учитывают одну из наиболее важных и 
значимых особенностей человеческого 
мозга — способность к самостоятельно-
му обучению, обобщению и принятию 
решений. Иными словами, имея некие 
врожденные характеристики, наш мозг 
обладает способностью к полностью 
самодостаточному мышлению. 

Однако относительно недавно, 
в 1990-х годах, ученые открыли так 
называемые зеркальные нейроны. Эти 
нейроны помогли объяснить меха-
низм сопереживания, потому что они 
активны даже тогда, когда сам человек 
ничего не делает, но, например, смот-
рит на плачущего ребенка. Зеркальные 
нейроны играют ключевую роль во 
всех социальных проявлениях челове-
ка: они как бы «отражают» действия и 
эмоции других людей, позволяя созна-
нию человека «сцепиться» с сознанием 
собеседника. В результате обработки 
такой информации человек принимает 
решения о своих дальнейших дейс-
твиях. Не исключено, что активность 
зеркальных нейронов может многое 
сказать о самых глубинных желаниях 
и намерениях человека (фактически 
являясь реальным физическим анало-
гом бессознательного), что уже сейчас 
активно используется при разработке 
маркетинговых концепций1.

Из логики данного подхода следует, 
что фундаментальный фактор развития 
человеческой личности, заложенный в 
нас с самого рождения, — это подра-
жание. А, значит, свобода воли, превоз-
носимая некоторыми философами как 
высшая ценность человеческого сущест-
вования, в действительности достаточно 
жестко ограничена той средой, где чело-
век родился и живет, и теми людьми, с 
которыми он общается. 

Применяя данную концепцию к 
нейросетевому моделированию, можно 
утверждать, что сети, обучающиеся на 
заданных примерах, могут обладать 
достаточно высокой эффективностью, 
если остальные параметры сети заданы 
грамотно. 

Более того, не исключено, что эф-
фективной может оказаться такая ис-
кусственная нейронная сеть, которая, 
подобно ребенку, вначале обучается 
исключительно на заданных примерах, 
но впоследствии становится все более 
«независимой» и использует механизм 
самообучения.

Сеть прямого и обратного 
прохода, обученная по методу 
Левенберга-Марквардта
Искусственные нейронные сети в 
ряде случаев являются эффективным 
способом прогнозирования финан-
совых рядов, в том числе динамики 
фондового рынка, поскольку они 
способны эффективно «выучивать» 
ключевые механизмы действия рынка. 
Определенная аналогия с деятельнос-
тью человеческого мозга позволяет 
сетям до некоторой степени моде-
лировать и симулировать поведение 
людей, в том числе инвесторов на 
фондовых рынках. Более того, мы 
будем пытаться еще больше повысить 
результативность нейронных сетей 
с помощью предварительной обра-
ботки данных методом независимых 
компонент (Independent Component 
Analysis — ICA). Метод независимых 
компонент — это относительно но-
вый и эффективный способ снижения 
размерности эмпирических данных и 
извлечения из них ключевой инфор-
мации о наблюдаемом процессе2.

Одним из наиболее действенных 
способов повысить эффективность 
функционирования искусственной 
нейронной сети также является выбор 
оптимального способа обучения. Среди 
наиболее известных и успешных в при-
менении способов обучения —  метод 
обратного распространения ошибки 
(back propagation rule).

Обучение по методу обратного рас-
пространения ошибки является попыт-
кой внедрить некую обратную связь, за 
счет которой можно было бы улучшить 
результаты работы искусственной 

нейронной сети. Суть этого метода 
заключается в следующем. Для каждого 
из обучающих примеров проводится 
определенное количество итераций, на 
каждой из которых происходит плавная 
подстройка весов сети в зависимости от 
того, какой была ошибка на предыдущей 
итерации. Для этого необходимо «рас-
пространить» ошибку выходного слоя 
на все нейроны всех слоев сети. 

Таким образом, вначале осущест-
вляется стандартный прямой проход, 
затем вычисляется ошибка, и потом 
совершается обратный проход, в ре-
зультате которого ошибка распростра-
няется по сети, и происходит под-
стройка весов.

Для каждого нейрона соответству-
ющего слоя подстройка весов во время 
обратного прохода происходит по следу-
ющему принципу (выражение 3):

n 1 *  δη+= −nn ww ,

где
n — это номер итерации,
η — коэффициент обучения (обычно 

лежащий в пределах [1; 0,01]),
δ — поправка для весов каждого 

нейрона слоя на соответствующем шаге 
(итерации).

Поправка δ для весов, связывающих 
предшествующий слой с выходным, 
выглядит следующим образом (выраже-
ние 4): 

kkk InputsfError *)(* ′=δ ,

где
k — выходной слой,
Error — ошибка выходного слоя,

)(sf ′  — производная функции акти-
вации нейронов выходного 
слоя, 

kInput  — входной вектор для выход-

ного слоя.
Для того чтобы подстройка весов 

происходила в соответствии с задачей 
минимизации конечной ошибки, необ-
ходимо использовать численный метод 
оптимизации (например, метод гради-
ентного спуска), так чтобы подстройка 
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весов происходила до тех пор, пока не 
будет достигнуто определенное допусти-
мое значение ошибки, которое признает-
ся удовлетворительным.

Подстройка весов остальных слоев 
происходит аналогично, с тем отли-
чием, что для подстройки весов ней-
ронов, соединяющих входной слой со 
скрытым (в трехслойной сети), необ-
ходимо умножать ошибку выходного 
слоя на веса, соединяющие скрытый 
слой с выходным — так получается 
ошибка скрытого слоя.

Стоит также отметить, что нередко 
используются различные модифика-
ции метода обратного распростране-
ния ошибки, в частности, для лучшей 
сходимости поправку весов рассматри-
вают как комбинацию из поправок на 
данной итерации и предыдущей. Кроме 
этого, для большей эффективности, 
можно изменять величину коэффи-
циента обучения на каждой итерации 
в зависимости от того, как меняется 
ошибка. 

Более того, существует метод, 
который обобщает процедуру обу-
чения с использованием обратного 
распространения ошибки — метод 
Левенберга-Марквардта3. Именно 
он будет использован нами для про-
гнозирования динамики фондового 
рынка.

Преимущество метода Левенберга-
Марквардта заключается в том, что он 
позволяет проводить одновременную 
подстройку всех весов сети, а не обу-
чать каждый нейрон по отдельности. 
Соответственно, на каждой итеративной 
стадии обучения также одновременно 
используются все частные производные 
функции активации по весам сети.

Таким образом, подстройка вектора 
весов на каждой итерации выглядит 
следующим образом (выражение 5):

)(**)( 1
old

TT
oldnew wZIZZww ελ −+−= ,

где
wold — это вектор весов, полученный 

на предыдущей итерации,

Название компании-эмитента Доля в индексе S&P 500,%

ExxonMobil 2,96

Apple 2,2

Microsoft 2,16

General Electric 1,83

Procter&Gamble 1,71

Johnson&Johnson 1,7

Bank of America 1,67

JPMorgan Chase 1,61

Wells Fargo 1,61

IBM 1,57

Chevron 1,53

Sisco Systems 1,44

AT&T 1,44

Pfizer 1,32

Google 1,17

Coca Cola 1,17

Intel 1,16

Hewlett Packard 1,14

Wal Mart 1,11

Merck 1,05

PepsiCo 1,01

Oracle 0,93

Philip Morris International 0,87

ConocoPhillips 0,8

Verizon Communications 0,77

Schlumberger 0,76

Abbott Labs 0,74

Goldman Sachs 0,74

Mcdonalds 0,72

QUALCOMM 0,6

Суммарно 39,49

Таблица.  Список ликвидных акций из индекса S&P 500  
и их вес в индексе на 03.05.2010
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wold — это вектор весов, полученный 
в результате обучения на теку-
щей итерации,

Z — матрица Якобиана размерности 
m x n, содержащая все частные 
производные первого порядка 
функции активации выходного 
слоя по всем весам сети; 

m — это число обучающих примеров, 
используемых на каждой итера-
ции, а n — общее число весов 
в сети,

λ — параметр, выполняющий функ-
цию коэффициента обучения,

I — единичная матрица размерности 
m x n,

ε — это вектор из n элементов,  кото-
рый содержит ошибки прогно-
за сети для каждого из обучаю-
щих примеров на предыдущей 
итерации.

В качестве входной информа-
ции, представляемой сети, мы будем 
использовать двухмерный вектор, 
состоящий из значения доходности 
финансового инструмента в предпро-
гнозный день и трансформированного 
в скалярное значение вектора неза-
висимых компонент  на скользящем 
периоде в пять дней, которое берется 
с лагом в два дня по отношению к 
прогнозному дню.

В качестве данных для прогноза 
мы будем использовать 30 ликвидных 
акций из американского индекса широ-
кого рынка S&P 500(см. табл.), а также 
сам индекс. Как видно из приведенной 
таблицы, данные 30 бумаг являются 
достаточно представительной выборкой, 
поскольку на них приходится практичес-
ки 40% кумулятивного веса в индексе. 
Используемые котировки по этим акци-
ям будут двух видов:

дневные цены закрытия за период с ��

7 ноября 2008 года по 2 марта 2010 
года (343 значения, «длинный» период 
наблюдений);
дневные цены на 22:30 по москов-��

скому времени (за полтора часа до 
закрытия американского фондового 

рынка) за период с 4 апреля по 12 
октября 2009 года (133 значения, «ко-
роткий» период наблюдений).
В качестве функции активации 

нейронов скрытого слоя мы будем 
использовать стандартные логистичес-
кие функции. Значение выходного слоя 
будет формироваться как простая сумма 
значений соответствующих нейронов.

Вышеописанная процедура под-
стройки весов по методу Левенберга-
Марквардта проводилась для всех 30 
бумаг, затем полученные прогнозы 
ранжировались по своему значению, 
что и служило сигналом для открытия 
позиции.

В ходе моделирования динамики 
виртуального портфеля мы вставали в 
длинную позицию на один день, далее 
позиция ежедневно пересматривалась. 
Начальное значение виртуального порт-
феля равнялось 1.

Инвестиционная стратегия выгля-
дела следующим образом: в портфель 
отбирались пять бумаг с наихудшим 
сигналом, и их доходности усреднялись. 
На первый взгляд использование такой 
стратегии может показаться странным, 
поскольку мы встаем в длинную по-
зицию (то есть покупаем бумагу), но в 
качестве ориентира используем прогноз, 
который предсказывает наименьшее зна-
чение по данному финансовому инстру-
менту среди остальных. Однако все ста-
новится на свои места, если вспомнить о 
таком часто встречающемся явлении на 
финансовых рынках самого различного 
типа, как обращение средней по знаку 
(mean reversion). 

Достаточно часто можно наблю-
дать, что среднее значение доходности 
финансового инструмента за опреде-
ленный наблюдаемый период и значе-
ние доходности в день, следующий за 
окончанием этого периода, не совпада-
ют по знаку. Единого мнения о причи-
нах данного замечательного явления 
среди ученых и исследователей в на-
стоящее время не существует, но одно 
из возможных объяснений состоит в 

том, что систематическое обращение 
средних по знаку — это один из фунда-
ментальных интуитивных механизмов 
принятия инвестиционных решений 
людьми на рынке.

Многие инвестиционные стратегии 
имеют своей целью зафиксировать 
феномен обращения средних по знаку 
и сыграть на этом. В данном случае мы 
также будем использовать подобный 
подход и пытаться понять, фиксируют 
ли наши искусственные нейронные сети 
обращение средних по знаку или нет. 
В том случае, если используя наихудший 
прогноз, мы смогли систематически 
получать доход и обыгрывать рынок, 
можно говорить о том, что нейронная 
сеть до некоторой степени смогла рас-
познать и «выучить» явление обращения 
средних по знаку.

Итак, вначале протестируем сеть 
Левенберга-Марквардта на массиве дан-
ных ежедневных цен закрытия. На рис. 1 
изображена сравнительная динамика 
виртуальных портфелей, построенных в 
соответствии с нашей инвестиционной 
стратегией и с пассивной стратегией 
«купи и держи».

Значение стоимости виртуального 
портфеля на конец периода при ис-
пользовании нашей инвестиционной 
стратегии составляет 2,588, а рыночной 
корзины — по-прежнему 1,339.

Из результатов, приведенных на рис. 1 
отчетливо видно, что использование 
метода Левенберга-Марквардта и отбор 
в длинную позицию пяти бумаг с на-
ихудшим сигналом на покупку, сущест-
венно обыгрывает рынок и дает прирост 
в 150% за полтора года инвестирования, 
что, безусловно, следует признать от-
личным инвестиционным результатом. 
Более того, подобный результат говорит 
о том, что метод обучения Левенберга-
Марквардта является хорошим инс-
трументом для выявления обращения 
средних по знаку.

Мы также протестируем прогнозные 
способности сети на более коротком 
отрезке данных с ежедневными ценами 
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за полтора часа до закрытия. Рисунок 2 
демонстрирует сравнительную доход-
ность инвестиционной стратегии А и 
пассивной стратегии «купи и держи».

Значение стоимости виртуального 
портфеля на конец периода при исполь-
зовании нашей инвестиционной страте-
гии составляет 1,529, а значение рыноч-
ной корзины — по-прежнему 1,234.

Даже используя данные, макси-
мально приближающие инвестора к 
реальной ситуации на рынке, можно 
получить неплохой доход и обыграть 
рынок. Наша инвестиционная страте-
гия вновь дает хороший результат по 
сравнению с рынком, что подтверждает 
вывод о том, что сеть, обученная по ме-
тоду Левенберга-Марквардта, способна 
обнаружить и воспроизводить явление 
средних по знаку.

Однако более фундаментальный воп-
рос, волнующий исследователя, заклю-
чается в том, что лежит в основе успеш-
ности данного подхода. Иными словами, 
какие характеристики нейронной сети 
позволяют нам выявить явление обра-
щения средних по знаку? Один из воз-
можных ответов заключается в том, что 
данная сеть действительно достаточно 
успешно имитирует мозговую деятель-
ность человека, касающуюся принятия 
инвестиционных решений, а явление 
обращения средних по знаку — это 
ключевой принцип принятия этих реше-
ний. Тем не менее вполне возможно, что 
искусственная нейронная сеть выявила 
совершенно иной механизм принятия 
инвестиционных решений, который 
лишь на первый взгляд походит на обра-
щение средних по знаку.

Таким образом, мы так и не получили 
ответа на вопрос, насколько доминан-
тным является механизм обращения 
средних по знаку в динамике фондового 
рынка. Безусловно, мы смогли выиграть, 
используя данную инвестиционную 
стратегию. В то же время на протяжении 
всего периода инвестирования мы смог-
ли правильно предсказать знак прироста 
только в 56% случаев. Встает вопрос, 

Рисунок 1.  Сравнительная динамика виртуальных портфелей
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что обусловливает такой результат: 
несовершенство нашей сети, которая не 
способна в полной мере «выучить» яв-
ление обращения средних по знаку, или 
наличие иных факторов и механизмов 
(помимо обращения средних), которые 
оказывают существенное влияние на ди-
намику рынка. Не исключено, что верны 
оба варианта. Однозначного ответа на 
этот вопрос на данном этапе исследова-
ний нет, и он станет предметом дальней-
ших научных изысканий с применением 
методов нейросетевого анализа.

Сеть Германа Хакена
В предыдущем разделе данной статьи 
мы представляли информацию нейрон-
ной сети в виде эмпирических наблюде-
ний за окружающей действительностью. 
Однако, как уже отмечалось выше, 
существует принципиально иной способ 
представления информации для ее пос-
ледующей обработки сетью, который за-
ключается в использовании априорных 
знаний об объективной реальности. Это 
ведет, в свою очередь, к использованию 
совершенно иного типа искусственной 
нейронной сети.

Одной из сетей, использующих апри-
орную информацию для последующей 
обработки, является синергетическая 
сеть, описанная в книге Германа Хакена 
«Принципы работы головного мозга». 
В одной из глав этой книги Хакен пред-
лагает нейросетевую модель для распоз-
навания образов4. 

Суть этой модели состоит в постро-
ении такой конструкции, которая бы 
работала по принципу ассоциативной 
памяти. Нейронная сеть распознает 
предъявляемый образ (даже зашумлен-
ный или искаженный) путем обращения 
к своей памяти, подобно тому, как, уви-
дев знакомое лицо в толпе, мы начинаем 
вспоминать, где  могли видеть этого 
человека в прошлом.

Таким образом, нам необходима 
некая библиотека априорных знаний 
об окружающей действительности, к 
которой сеть будет обращаться всякий 

Рисунок 2.  Сравнительная доходность инвестиционной стратегии А 
и пассивной стратегии «купи и держи»
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раз, когда необходимо выполнить задачу 
распознавания. В случае с распознава-
нием образов роль библиотеки может 
играть алфавит, содержащийся в памяти 
сети. Затем, когда сети предъявляются 
отдельные буквы, она будет соотносить 
их с одним из элементов, содержащихся 
в ее памяти.

Безусловно, у данного подхода есть 
свои ограничения. Если в памяти сети 
содержится русский алфавит, а мы будем 
предъявлять ей буквы из английского, 
то сеть все равно будет пытаться соот-
нести латинские символы с кириллицей. 
Очевидно, что в такой ситуации мы 
не будем получать правильные ответы 
(исключения будут составлять буквы O, 
H, B, C, X, A, E, K, M, что, однако, не ре-
шает проблемы с концептуальной точки 
зрения). 

Таким образом, исследователь сталки-
вается не только с задачей оптимизации 
модели с точки зрения распознавания 
искаженных и зашумленных образов, 
содержащихся в памяти сети. Не менее 
важный вопрос — подача наиболее 
полных априорных данных, которые со-
держали бы максимально совершенную 
и актуальную информацию об окружа-
ющем мире.

В случае с распознаванием букв 
вторая задача решается относительно 
просто: мы должны добавить латинский 
алфавит в библиотеку образов сети. 
Однако перед исследователем финансо-
вых рынков встает достаточно сложный 
вопрос относительно того, что использо-
вать в качестве априорных знаний: какая 
информация будет максимально полно и 
достоверно отражать быстро меняющу-
юся информацию о рынке. Более того, 
мы также должны учитывать необхо-
димость сжатия части информации и 
отбора наиболее существенных фактов, 
поскольку по объективным причинам 
невозможно добавить в библиотеку сети 
всю доступную информацию, касающу-
юся финансовых рынков.

Для решения задачи представления 
сети  априорной информации и ее 

Рисунок 3.  Доходность инвестиционной стратегии с использованием 
ICA и стратегии «купи и держи»
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Рисунок 4.  Доходность инвестиционной стратегии с использованием ICA  
и стратегии «купи и держи» (короткий массив цен)
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эффективного сжатия мы вновь обра-
тимся к методу анализа независимых 
компонент (ICA), а также сравним 
эффективность его использования 
для решения данной задачи с мето-
дом главных компонент (Principal 
Component Analysis — PCA), который 
также является широко известным 
инструментом сокращения размернос-
ти данных.

В качестве библиотеки априорных 
знаний мы будем использовать демик-
ширующую матрицу независимых 
компонент (для ICA) либо собственные 
векторы ковариационной матрицы, 
полученной из вектора наблюдаемых 
значений (для PCA). 

Процесс работы сети выглядит следу-
ющим образом (выражение 6):

M
* T

k k k
k 1

M
T 2 T T
k k k

k 1

q q v qv

B (v q) (v q)v C(q q)q

=

=

= + λ +

+ +

∑

∑ ,
где
q — это вектор, который оптими-

зируется сетью. Его исходное 
значение — это искусственно 
зашумленный скользящий 
эмпирический вектор, состоя-
щий из M элементов. Мы будем 
использовать вектор, состоя-
щий из значений доходности 
финансового инструмента за 
пять торговых дней, предшест-
вующих прогнозному. Значение 
в предпрогнозный день (пятый 
элемент вектора) будет всегда 
равно нулю — таким образом 
мы будем зашумлять эмпири-
ческий вектор,

q* — восстановленный вектор, ко-
торый получается в результате 
работы сети,

v — матрица из k столбцов, являю-
щаяся библиотекой априорных 
знаний,

λ — коэффициент обучения сети,
B и С — параметры, влияющие на 

скорость обучения и сходимость 
сети.

Рисунок 6.  Сравнительная доходность инвестиционной стратегии

Рисунок 5.  Доходность инвестиционной стратегии с использованием ICA  
и стратегии «купи и держи» (длинный массив цен)
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Таким образом, в процессе работы се-
ти зашумленный эмпирический вектор 
будет сходиться к одному из векторов, 
содержащихся в библиотеке априорных 
знаний. Это очень важное обстоятельс-
тво, поскольку мы, по сути, предполага-
ем, что в библиотеке априорных знаний, 
формируемой в соответствии с ICA 
или PCA, содержится вся информация 
о процессе формирования ежедневной 
доходности на финансовый инструмент. 
Безусловно, это является упрощением, 
и исследовательская задача состоит в 
том, чтобы проверить, хватает ли такой 
информации для успешной работы на 
фондовом рынке.

Мы будем тестировать сеть Г. Хакена 
на тех же массивах данных, что и сеть 
Левенберга-Марквардта. При использо-
вании библиотеки априорных знаний, 
полученных с помощью ICA, мы будем 
отбирать одну бумагу с наилучшим сиг-
налом, а при использовании библиотеки, 
полученной с помощью PCA, — одну бу-
магу с наихудшим. Кроме этого, в длин-
ную позицию будет отбираться не пять, 
а только одна акция с наибольшим/на-
именьшим сигналом на покупку. При 
этом сам сигнал будет формироваться 
как разность сумм элементов восстанов-
ленного сетью вектора и эмпирического 
незашумленного вектора.

На рис. 3 изображена сравнительная 
доходность нашей инвестиционной 
стратегии  с использованием ICA и пас-
сивной стратегии «купи и держи» (длин-
ный массив ежедневных цен закрытия). 

Значение виртуального портфеля 
на конец периода при использовании 
нашей инвестиционной стратегии  
составляет 3,757, а значение рыночной 
корзины — 1,457.

На рис. 4 изображена сравнительная 
доходность нашей инвестиционной 
стратегии с использованием ICA и 
пассивной стратегии «купи и держи» 
(короткий массив ежедневных цен за 
полтора часа до закрытия). 

Значение виртуального портфеля 
на конец периода при использовании 

нашей инвестиционной стратегии 
составляет 1,722, а значение рыночной 
корзины — 1,285.

Теперь мы обратимся к результатам 
прогнозирования динамики фондового 
рынка с использованием PCA для рас-
чета библиотеки априорных знаний. 
Рисунок 5 демонстрирует сравнитель-
ную доходность нашей инвестиционной 
стратегии  с использованием PCA и пас-
сивной стратегии «купи и держи» (длин-
ный массив ежедневных цен закрытия).

Значение виртуального портфеля 
на конец периода при использовании 
инвестиционной стратегии Б составляет 
3,257, а значение рыночной корзины — 
по-прежнему 1,457. 

Рисунок 6 демонстрирует сравнитель-
ную доходность нашей инвестиционной 
стратегии  с использованием PCA и 
пассивной стратегии «купи и держи» 
(короткий массив ежедневных цен за 
полтора часа до закрытия).

Значение виртуального портфеля 
на конец периода при использовании 
нашей инвестиционной стратегии  
составляет 1,726, а значение рыночной 
корзины — по-прежнему 1,285.

Мы получили достаточно интересные 
данные для анализа. На обоих массивах 
данных получаются практически зер-
кальные результаты в зависимости от 
того, какой метод (ICA или PCA) форми-
рования библиотеки априорных знаний 
и какую инвестиционную стратегию 
мы используем. Инвестор существенно 
обыгрывает рынок и получает лучший 
доход, используя стратегию выбора 
наилучшей бумаги и демикширующую 
матрицу независимых компонент либо 
стратегию выбора наихудшей бумаги и 
матрицу собственных векторов, полу-
ченную по методу главных компонент.

Таким образом, используя логику 
данной статьи, можно предположить, 
что библиотека априорных знаний, фор-
мируемая на основе PCA, позволяет сети 
Г. Хакена выучить явление обращения 
средних по знаку. В то же время можно 
получить сравнимый результат, исполь-

зуя демикширующую матрицу независи-
мых компонент.

Данное обстоятельство частично 
дает ответ на вопрос, поставленный 
в предыдущем разделе данной статьи 
и касающийся значимости явления 
обращения средних по знаку для фор-
мирования инвестиционных решений 
участниками фондового рынка. Теперь 
можно с достаточно высокой долей 
вероятности утверждать, что, помимо 
явления обращения средних, существу-
ют иные, не менее значимые факторы, 
влияющие на динамику фондового 
рынка.

Другой вывод, который можно сде-
лать из полученных результатов, со-
стоит в том, что способ формирования 
библиотеки априорных знаний имеет 
определяющее значение для результа-
тивности прогноза сети. Создается впе-
чатление, что использование ICA и PCA 
позволяет нам получить лишь различ-
ные куски знаний о процессе формиро-
вания доходности на фондовом рынке. 
Не исключено, что результат работы 
сети можно улучшить, если каким-то 
образом объединить информацию, 
содержащуюся в этих двух библиотеках 
априорных знаний.

 Кроме того, по-видимому, необходи-
мо искать другие способы представления 
априорных знаний (помимо ICA и PCA) 
с целью получения более полной инфор-
мации о процессе формирования доход-
ности на фондовом рынке.

Заключение
Искусственные нейронные сети де-
монстрируют относительно хорошую 
прогнозную способность на различных 
массивах данных американского фондо-
вого рынка. Одной из таких успешных 
сетей является сеть прямого и обрат-
ного прохода, обученная по методу 
Левенберга-Марквардта, которая позво-
ляет получить относительно хороший и 
стабильный доход на различных масси-
вах данных американского фондового 
рынка.
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Примечания

Убедительный результат также де-
монстрирует синергетическая сеть 
Германа Хакена, которая использует 
априорную информацию о процессе в 
качестве библиотеки обучения. Однако 
эффективность прогноза во многом 
зависит от применяемого метода пред-
варительной обработки информации 
(анализа независимых компонент или 
анализа главных компонент) и выбора 
инвестиционного правила.

Использование искусственных ней-
ронных сетей также помогает выявить 
механизмы, лежащие в основе форми-
рования доходности на инструменты 
фондового рынка. Одним из этих ме-
ханизмов, безусловно, является обра-
щение средних по знаку, которое сети 
смогли обнаружить и частично выучить. 
Однако полученные результаты также 
свидетельствуют о том, что обращение 
средних — далеко не единственный и, 
возможно, не самый влиятельный фак-
тор, оказывающий влияние на динамику 
фондового рынка. 

Дальнейшее изучение явления обра-
щения средних по знаку, а также других 
скрытых механизмов функционирова-
ния фондового рынка намечает направ-
ления для новых научных исследований 
в будущем. p
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   КНИЖНАЯ ПОЛКА

В 2008 году всему миру стало известно 
имя американского экономиста, пред-
сказавшего начавшийся тогда эконо-
мический кризис. Никто не знал, что 
кризис начнется, а Нуриэль Рубини 
вычислил его еще в 2006 году.

Но вот, оказывается, были и другие, 
неведомые широкой общественности 
герои, которые прекрасно понимали, 
к чему приведет субпрайм-ипотека и 
связанные с ней производные финан-
совые инструменты. Судьбы их сло-
жились немного по-разному. Одни из 
них теперь стали объектом внимания 
американских прокуроров, другие — 
блистают на экранах телевизоров.

Майкл Льюис известен российско-
му читателю по книге «Покер лжецов» 
(которая повествует о людях, делав-
ших бизнес в инвестиционных бан-
ках в 1980-х годах, и, прежде всего, в 
компании Salomon Brothers в Лондоне 
и Нью-Йорке). Теперь Льюис написал 
книгу о финансистах, которые зара-
ботали на кризисе огромные деньги, 
играя на понижение, или, точнее, 
рассчитывая на крах субпрайм. 

30 января 2007 года Джеми Мей 
отправил e-mail своим партнерам Чарли 
Ледлею и Бену Хоккету. Он писал: «Если 
спреды CDO начнут расширяться, то на-
ступит глобальный финансовый копец». 
А на следующий день процесс пошел.

Именно эти люди (наряду со мно-
гими другими) стали персонажами 
книги Майкла Льюиса.

Один из главных героев кни-
ги — Майк Берри, доктор медицины, 
в свободное от основной работы в 
больнице время создал хедж-фонд, 
который принес инвесторам, сово-
купно вложившим миллион долларов, 
250% прибыли. Берри, не будучи уче-
ным финансистом или регулятором 
финансовых рынков, еще в 2005 (!) 
году понял, чем закончится пирами-
да субпрайм-ипотеки. Поэтому он 
принял решение купить у ряда инвес-
тиционных банков CDS (кредитные 
дефолтные свопы) на самых слабых 
игроков ипотечного рынка. В 2008 
году Берри закрыл фонд, заработав 
200 млн долларов.

О героях этой книги председатель 
Управления по финансовому регули-
рованию и надзору Великобритании 
(FSA) лорд Тернер сказал, что они 
«социально бесполезны». В рецензии 
на книгу Льюиса (опубликована в 
«Нью-Йорк таймс») Феликс Салмон с 
пафосом пишет, что эти люди вовсе 
не социально бесполезны (то есть, 
нейтральны), — они гораздо хуже. 
«Они обеспечивали топливом ипотеч-
ную печь даже тогда, когда ресурсы 
мусорной ипотеки уже закончились». 

И действительно, героев этой книги 
трудно назвать гуманистами. Мотивы, 
двигавшие ими, далеки от любви к 
ближнему. Скажем, ипотечный трей-
дер «Дойче банка» Грег Липпманн, 
сделавший для своих работодателей 
несколько миллиардов долларов, сам 
получил в качестве бонусов около 
50 млн долларов. А на обвинения в ко-
рыстолюбии в свой адрес он ответил: 
«Fuck you, I'm short your house».

Книга содержит большой объем 
сведений, как о людях, действовавших 
на финансовом рынке в период, пред-
шествовавший кризису, о характере 
их личных и семейных взаимоотно-
шений, так и множество финансовых 
подробностей.

Майкл Льюис пишет остроумно 
и дает точные характеристики людям 
и событиям. Получается как бы карти-
на кризиса со стороны людей, создав-
ших его.

А моральные и финансовые оценки 
читатель, особенно работающий на 
российском рынке, может дать и сам.

Владимир Кузнецов p

Michael Lewis. The Big Short: Inside the Doomsday 
Machine — New York: Three Rivers Press, 2009


